Глава 9.  На пути к интеллектуальным

биоиндикационным системам

9.1.  Классификация наблюдений с использованием

иерархических деревьев решений

Формулировка задачи

Пусть в таблице произвольных гидробиологических наблюдений  X  размерностью  m >1  один из признаков, измеренный в порядковой шкале, определяет класс объекта и может принимать значения из некоторого фиксированного набора  {у1, у2, …, yk, …, yp}.  Необходимо на основе обучающей выборки сформировать дерево классификации (дерево решений), содержащее совокупность логических условий, позволяющих для произвольного измерения  х  из  Х  указать класс качества  yk , к которому оно может принадлежать.

Еще в XVII столетии великий ученый Готфрид Лейбниц ("Новые опыты о человеческом разуме", 1704 г.) пытался раскрыть тайну "Всеобщего Искусства Открытия". Он утверждал, что одной из двух частей этого искусства является комбинаторика – перебор постепенно усложняющихся комбинаций исходных данных. Второй частью является эвристика – свойство догадки человека. На языке нашего времени эта часть соответствует модели мышления человека, включающей в себя процессы генерации эвристик (догадок, изобретений, открытий).

Универсальным методом поиска решений является метод полного перебора 
 и, обладай мы бесконечным запасом времени и ресурсов, то можно найти решение любой задачи. Здесь имеется в виду не конструирование нового знания, а, прежде всего, "выбор" наиболее правдоподобных вариантов. Можно отметить другой универсальный метод ускорения полного перебора — быстрое отсечение ложных (или вероятно ложных) ветвей перебора на основе использования алгебр логики. 

Простейшие (одномерные) логические правила типа  "если A, то В"  мы рассматривали в разделе 6.4, когда описывали детерминационный анализ. Более широкие возможности предоставляют системы анализа на основе деревьев решений (Tree Analyzer), которые позволяют свести исходную матрицу данных  X  к набору простых правил, представленных в виде иерархической структуры – дерева. Этот метод моделирования сочетает мощный аналитический аппарат генерации решений с простотой использования технологии и интуитивно понятными конечными результатами. 

Рекомендуемая литература: [Breiman et al., 1984; Коршунов, 1995; Loh, Shih, 1997; Деревья классификации.., URL]. Интересные методические материалы и Интернет-конференция по теме находятся также на сайте лаборатории  BaseGroup Labs  –   http://www.basegroup.ru/labs.

Математический лист

Деревья решений – один из методов автоматического анализа данных, основные идеи которого восходят к работам П. Ховленда (Р. Hoveland)  и  Е. Ханта (Е. Hunt) конца 50-х годов XX в.  Их итогом явилась основополагающая монография [Hunt et al., 1966], давшая импульс развитию этого направления. 

Построение деревьев классификации – один из наиболее важных приемов, используемых при проведении "добычи данных и разведывательного анализа" (Data Mining), реализуемый как совокупность методов аналитической обработки больших массивов информации с целью выявить в них значимые закономерности и/или систематические связи между предикторными переменными, которые затем можно применить к новым совокупностям измерений.

Деревья решений представляют собой последовательные иерархические структуры, состоящие из узлов, которые содержат правила, т.е. логические конструкции вида "если … то …". Конечными узлами дерева являются "листья", соответствующие найденным решениям и объединяющие некоторое количество объектов классифицируемой выборки. Это похоже на то, как положение листа на дереве можно задать, указав ведущую к нему последовательность ветвей, начиная от корня и кончая самой последней веточкой, на которой лист растет. 

Есть целый ряд причин, делающих деревья классификации более гибким средством, чем традиционные методы анализа:

· схема одномерного ветвления, которая позволяет изучать эффект влияния отдельных предикторных переменных и проводить последовательный анализ их вклада;

· возможность одновременно работать с переменными различных типов, измеренных в непрерывных и порядковых шкалах, либо осуществлять любое монотонное преобразование признаков;

· отсутствие предварительных предположений о законах распределения данных.

Область применения деревья решений в настоящее время широка, но все задачи, решаемые этим методом, могут быть объединены в три следующие группы:

· Описание данных: деревья решений позволяют хранить информацию о данных в компактной форме, т.е. вместо обширных таблиц данных мы можем хранить дерево решений, которое содержит в концентрированной форме точное описание объектов;

· Классификация: деревья решений отлично справляются с задачами классификации, т.е. отнесения объектов к одному из заранее известных классов; при этом  целевая переменная должна быть измерена в порядковой шкале; 

· Регрессия: если целевая переменная имеет непрерывные значения, деревья решений позволяют установить зависимость целевой переменной от независимых (входных) переменных. Например, к этому классу относятся задачи численного прогнозирования (предсказания значений целевой переменной).

На сегодняшний день существует значительное число алгоритмов, реализующих построение деревьев решений, из которых наибольшее распространение и популярность получили следующие:

· CART (Classification and Regression Tree), разработанный Л. Брейманом с соавторами [Breiman et al., 1984], представляет собой алгоритм построения бинарного дерева решений – дихотомической классификационной модели; каждый узел дерева при разбиении имеет только двух потомков; как видно из его названия, алгоритм решает задачи как классификации, так и регрессии;

· C4.5 – алгоритм построения дерева решений с неограниченным количеством потомков у узла, разработанный Р. Куинленом [Quinlan, 1993]; не умеет работать с непрерывным целевым полем, поэтому решает только задачи классификации;

· QUEST (Quick, Unbiased, Efficient Statistical Trees) – программа, разработанная В. Ло и И. Ши [Loh, Shih, 1997], в которой используются улучшенные варианты метода рекурсивного квадратичного дискриминантного анализа, позволяющие реализовать многомерное ветвление по линейным комбинациям порядковых предикторов; содержит ряд новых средств для повышения надежности и эффективности индуцируемых деревьев классификации.

Основная идея построения деревьев решений из некоторого обучающего множества  Х, сформулированная в интерпретации Р. Куинлена, состоит в следующем. 

Пусть в некотором узле дерева сконцентрировано некоторое множество примеров  Х*,  Х*(Х.  Тогда существуют три возможные ситуации.

1. Множество  Х*  содержит один или более примеров, относящихся к одному классу  yk. Тогда дерево решений для  Х* – это "лист", определяющий класс  yk .

2. ·Множество  Х*  не содержит ни одного примера, т.е. представляет пустое множество. Тогда это снова "лист", и класс, ассоциированный с "листом", выбирается из другого множества, отличного от  Х*  (скажем, из множества, ассоциированного с родителем).

3. Множество  Х*  содержит примеры, относящиеся к разным классам. В этом случае следует разбить множество  Х*  на некоторые подмножества. Для этого выбирается один из признаков  j, имеющий два и более отличных друг от друга значений и  Х*  разбивается на новые подмножества, где каждое подмножество содержит все примеры, имеющие определенный диапазон значений выбранного признака. Это процедура будет рекурсивно продолжаться до тех пор, пока любое подмножество  Х*  не будет состоять из примеров, относящихся к одному и тому же классу.

Описанная процедура построения дерева решений сверху вниз, называемая схемой "разделения и захвата" (divide and conquer), лежит в основе многих современных методов построения деревьев решений.  Процесс обучения также называют индуктивным обучением или индукцией деревьев (tree induction). 

При построении алгоритмов индукции деревьев решений особое внимание уделяется следующим ключевым вопросам: 

· какой принять вид критерия для селекции признака, по которому пойдет разбиение;

· как выбрать момент, когда следует прекратить дальнейшие ветвления;

· каков механизм отсечения ветвей. 

Правило разбиения: каким образом следует выбрать признак?
Для построения дерева c одномерным ветвлением, находясь на каждом внутреннем узле, необходимо найти такое условие проверки, связанное с одной из переменных  j, которое бы разбивало множество, ассоциированное с этим узлом на подмножества. Общее правило для выбора опорного признака можно сформулировать следующим образом:  «выбранный признак должен разбить множество  Х*  так, чтобы получаемые в итоге подмножества  Х*k ,  k = 1, 2, …, p, состояли из объектов, принадлежащих к одному классу, или были максимально приближены к этому, т.е. количество чужеродных объектов из других классов в каждом из этих множеств было как можно меньше». 

Были разработаны различные критерии, например, теоретико-информационный критерий, предложенный Р. Куинленом:
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где  H(Х*)  и  H(Х*k ) – энтропия подмножеств, разбитых на классы, рассчитанная по формуле Шеннона.  

Алгоритм CART использует, так называемый, индекс Джини (в честь итальянского экономиста Corrado Gini), который оценивает "расстояние" между распределениями классов
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где  c – текущий узел,  а  pj  – вероятность класса  j  в узле  c.

Большинство из известных алгоритмов являются "жадными алгоритмами": если один раз был выбран атрибут и по нему произведено разбиение на подмножества, то алгоритм не может вернуться назад и выбрать другой атрибут, который дал бы лучшее разбиение. И поэтому на этапе построения дерева нельзя сказать даст ли выбранный атрибут, в конечном итоге, оптимальное разбиение.

Правило остановки: разбивать дальше узел или отметить его как лист?

В дополнение к основному методу построения деревьев решений были предложены следующие правила: 

· использование статистических методов для оценки целесообразности дальнейшего разбиения или так называемой "ранней остановки" (prepruning); в конечном счете, "ранняя остановка" процесса построения привлекательна в плане экономии времени обучения, но здесь уместно сделать одно важное предостережение: этот подход строит менее точные классификационные модели и поэтому ранняя остановка крайне нежелательна – признанные авторитеты в этой области Л. Брейман  и  Р. Куинлен советуют буквально следующее: «Вместо остановки используйте отсечение». 

· ограничение глубины дерева; можно остановить дальнейшее построение, если разбиение ведет к дереву с глубиной превышающей заданное значение;

· контроль нетривиальности разбиения, т.е. получившиеся в результате узлы должны содержать количество примеров, не менее заданного порога.

Этот список эвристических правил можно продолжить, но на сегодняшний день не существует таких, которые имели бы глобальную практическую ценность. Многие из них применимы в каких-то частных случаях и, поэтому, к их использованию следует подходить с достаточной осторожностью.

Правило отсечения: каким образом ветви дерева должны отсекаться?
Очень часто алгоритмы построения деревьев решений дают сложные деревья, которые имеют много узлов и ветвей. Такие "ветвистые" деревья очень трудно понять, а ценность правила, справедливого скажем для 1-3 объектов, крайне низка и в целях анализа данных практически непригодно. Гораздо предпочтительнее иметь дерево, состоящее из малого количества узлов, не вполне идеально классифицирующее обучающую выборку, но обладающее способностью столь же хорошо прогнозировать результат для тестовой выборки. 

К сожалению, достаточно непросто конкретно определить, что же такое дерево классификации "подходящего размера", кроме общего тезиса о том, что оно должно уметь использовать ту информацию, которая улучшает точность прогноза, и игнорировать ту информацию, которая прогноза не улучшает. Для решения вышеописанной проблемы часто применяется так называемое "отсечение ветвей" (pruning), которое происходит снизу вверх, двигаясь с листьев дерева, отмечая узлы как листья, либо заменяя их поддеревом. Если под точностью дерева решений понимается отношение правильно классифицированных объектов, то нужно отсечь или заменить поддеревом те ветви, которые не приведут к возрастанию ошибки.

Классификация новых примеров

После индукции дерева решений его можно использовать для распознавания класса нового объекта. Обход дерева решений начинается с корня дерева. На каждом внутреннем узле проверяется значение объекта  Xт  по атрибуту, который соответствует алгоритму проверки в данном узле, и, в зависимости от полученного ответа, находится соответствующее ветвление, и по этой дуге осуществляется движение к узлу, находящему на уровень ниже и т.д. Обход дерева заканчивается, как только встретится узел решения, который и дает название класса объекта  Xт.

Результаты расчетов

Сформируем обучающую выборку, состоящую из 117 наблюдений, признаками которой являются значения индексов Вудивисса, Шеннона, Пареле, Балушкиной, а также число видов в пробе, средние значения численности и биомассы, концентрация минерального фосфора и тип водоема (значения от 1 до 5 в зависимости от ширины русла и скорости течения). В качестве целевой переменной будем использовать класс качества вод от 2 до 6.

Получим два дерева решений: "компактное" дерево с использованием жестких процедур отсечения ветвей и упрощения правил  и "полное" дерево, где единственным условием было концентрация в одном узле не менее 2 примеров обучающей выборки. "Компактное" дерево, представленное на рис. 9.1, состоит только из 8 узлов, в основе логических правил которых лежит всего 3 исходных признаков из 9. 
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Рис. 9.1.  Дерево решений, построенное для классификации качества вод с использованием

процедур отсечения ветвей и упрощения.

В частности, двигаясь от корня, мы, вместе с 7 измерениями попадаем в узел  B,  если индекс Вудивисса больше 6.75, либо, в противном случае, с остальными измерениями поступаем в узел  А.  Из узла  B,  используя дополнительное условие по типу водоема, осуществляется переход на два листа  C  и  D.  Двигаясь же по основной ветви от узла  А  мы, в конце концов, приходим к узлу  G,  где сосредотачиваются все плохо распознаваемые примеры в количестве 63 измерений. Всем этим объектам присваивается класс 4, причем в 44 случаях это было выполнено ошибочно. Таким образом, исполнив свою объясняющую роль интерпретации существенных факторов, "компактное" дерево показало посредственные результаты в прогнозировании (38.4% ошибок). 

Полное дерево, построенное без применения излишне жестких мер по обрезанию ветвей, использует все 9 предикторных переменных и гораздо сложнее в интерпретации, поскольку состоит из 54 узлов, из которых 28 являются "листьями" (см. табл. 9.1). Однако громоздкость сформированных правил компенсируется великолепными интерполяционными свойствами: на обучающей выборке зафиксировано только 9 ошибок классификации, что составляет  7.6%. 

9.2.  Генетический алгоритм селекции информативных переменных

Формулировка задачи

Пусть для решения произвольной задачи регрессии или классификации имеется множество измерений в пространстве варьируемых переменных размерностью  m > 1.  Необходимо заданный набор признаков разбить на две категории: информативные  переменные, существенные для решения поставленной задачи, и  незначимые переменные, несущие мало дополнительной информации для нахождения искомой зависимости.

Важным условием применения любых статистических методов является объективно существующая связь между известными входными значениями и неизвестным откликом. Эта связь может носить случайный характер, искажена шумом, но она должна существовать. Известный афоризм «garbage in, garbage out» («мусор на входе – мусор на выходе») нигде не справедлив в такой степени, как при использовании методов самоорганизации и нейросетевого моделирования.  Это объясняется, во-первых, тем, что итерационные алгоритмы направленного перебора комбинаций параметров нейросети оказываются весьма эффективными и очень быстрыми лишь при хорошем качестве исходных данных. Однако, если это условие не соблюдается, число итераций  быстро растет и вычислительная сложность оказывается сопоставимой с экспоненциальной сложностью алгоритмов полного перебора возможных состояний. Во-вторых, сеть склонна обучаться, прежде всего, тому, чему проще всего обучиться, а, в условиях сильной неопределенности и зашумленности признаков, это – прежде всего артефакты и явления "ложной корреляции".

Отбор информативных переменных в традиционной регрессии и таксономии осуществляют путем "взвешивания" признаков с использованием различных статистических критериев. Так в главе 8 нами были описаны пошаговые процедуры, основанные, в той или иной форме, на анализе коэффициентов частных корреляций или ковариаций. Однако трудность проблемы формирования наиболее информативного подмножества признаков обусловлена тем, что после отбрасывания одного признака соотношение значимостей остальных анализируемых переменных в общем случае изменяется. Прямой путь решения этой задачи заключается в полном переборе всех  Сmm-p   сочетаний переменных, что требует гигантского объема вычислений. Поэтому для этих целей используют различные  секвенциальные (последовательные) процедуры, не всегда приводящие к результату, достаточно близкому к оптимальному. Элегантный автоматизированный подход к выбору значимых входных переменных может быть реализован с использованием генетического алгоритма, который можно считать "интеллектуальной" формой метода проб и ошибок.

Рекомендуемая литература: [Goldberg, 1989; Скурихин, 1995; Васильев, Ильясов, 1999].

Таблица 9.1

Дерево решений, построенное для классификации качества вод без использования

процедур отсечения ветвей и упрощения

(условные обозначения в шапке:  M – количество примеров обучающей выборки,

ассоциированных с узлом,  f – число ошибок,  k – лист класса качества вод)

Правило узла
M
f
k

if Инд_Вудивисса <= 6.5 then
110



|     if Инд_Вудивисса <= 6.25 then
108



|    |     if Инд_Вудивисса <= 0.75 then Класс 3
2
0
3

|    |     if Инд_Вудивисса > 0.75 then
106



|    |    |     if Инд_Пареле <= 0.96 then
105



|    |    |    |     if P_мин <= 0.346 then
103



|    |    |    |    |     if Инд_Балушкиной <= 0.165 then Класс 4
2
1
4

|    |    |    |    |     if Инд_Балушкиной > 0.165 then
101



|    |    |    |    |    |     if Инд_Вудивисса <= 1.5 then
8



|    |    |    |    |    |    |     if P_мин <= 0.0905 then Класс 5
6
0
5

|    |    |    |    |    |    |     if P_мин > 0.0905 then Класс 4
2
0
4

|    |    |    |    |    |     if Инд_Вудивисса > 1.5 then
93



|    |    |    |    |    |    |     if Инд_Шеннона <= 1.075 then Класс 3
2
0
3

|    |    |    |    |    |    |     if Инд_Шеннона > 1.075 then
91



|    |    |    |    |    |    |    |     if P_мин <= 0.0075 then Класс 4
5
1
4

|    |    |    |    |    |    |    |     if P_мин > 0.0075 then
86



|    |    |    |    |    |    |    |    |     if Инд_Шеннона <= 1.52 then
8



|    |    |    |    |    |    |    |    |    |     if Тип <= 3.5 then Класс 2
2
1
2

|    |    |    |    |    |    |    |    |    |     if Тип > 3.5 then Класс 4
6
0
4

|    |    |    |    |    |    |    |    |     if Инд_Шеннона > 1.52 then
78



|    |    |    |    |    |    |    |    |    |     if Инд_Балушкиной <= 6.43 then
41



|    |    |    |    |    |    |    |    |    |    |     if N_видов <= 6.5 then
6



|    |    |    |    |    |    |    |    |    |    |    |     if P_мин <= 0.1335 then Класс 3
4
0
3

|    |    |    |    |    |    |    |    |    |    |    |     if P_мин > 0.1335 then Класс 4
2
1
4

|    |    |    |    |    |    |    |    |    |    |     if N_видов > 6.5 then
35



|    |    |    |    |    |    |    |    |    |    |    |     if Инд_Вудивисса <= 4.75 then
27



|    |    |    |    |    |    |    |    |    |    |    |    |     if Ср_Биомасса <= 171.305 then Класс 4
23
0
4

|    |    |    |    |    |    |    |    |    |    |    |    |     if Ср_Биомасса > 171.305 then
4



|    |    |    |    |    |    |    |    |    |    |    |    |    |     if P_мин <= 0.0915 then Класс 4
2
0
4

|    |    |    |    |    |    |    |    |    |    |    |    |    |     if P_мин > 0.0915 then Класс 3
2
0
3

|    |    |    |    |    |    |    |    |    |    |    |     if Инд_Вудивисса > 4.75 then
8



|    |    |    |    |    |    |    |    |    |    |    |    |     if Ср_Численность <= 2590 then Класс 3
5
0
3

|    |    |    |    |    |    |    |    |    |    |    |    |     if Ср_Численность > 2590 then Класс 4
3
0
4

|    |    |    |    |    |    |    |    |    |     if Инд_Балушкиной > 6.43 then
37



|    |    |    |    |    |    |    |    |    |    |     if Ср_Биомасса <= 225.245 then
34



|    |    |    |    |    |    |    |    |    |    |    |     if Тип <= 5 then
30



|    |    |    |    |    |    |    |    |    |    |    |    |     if Инд_Пареле <= 0.625 then
19



|    |    |    |    |    |    |    |    |    |    |    |    |    |     if Ср_Численность <= 5380 then Класс 4
15
1
4

|    |    |    |    |    |    |    |    |    |    |    |    |    |     if Ср_Численность > 5380 then
4
0


|    |    |    |    |    |    |    |    |    |    |    |    |    |    |     if Тип <= 2 then Класс 4
2

4

|    |    |    |    |    |    |    |    |    |    |    |    |    |    |     if Тип > 2 then Класс 5
2
1
5

|    |    |    |    |    |    |    |    |    |    |    |    |     if Инд_Пареле > 0.625 then
11



|    |    |    |    |    |    |    |    |    |    |    |    |    |     if Тип <= 3.5 then Класс 5
8
0
5

|    |    |    |    |    |    |    |    |    |    |    |    |    |     if Тип > 3.5 then Класс 4
3
0
4

|    |    |    |    |    |    |    |    |    |    |    |     if Тип > 5 then
4



|    |    |    |    |    |    |    |    |    |    |    |    |     if P_мин <= 0.074 then Класс 5
3
0
5

|    |    |    |    |    |    |    |    |    |    |    |    |     if P_мин > 0.074 then Класс 3
1
0
3

|    |    |    |    |    |    |    |    |    |    |     if Ср_Биомасса > 225.245 then Класс 3
3
1
3

|    |    |    |     if P_мин > 0.346 then Класс 4
2
1
4

|    |    |     if Инд_Пареле > 0.96 then Класс 5
1
0
5

|     if Инд_Вудивисса > 6.25 then Класс 2
2
1
2

if Инд_Вудивисса > 6.5 then
7



| if Тип <= 4 then Класс 2
6

2

| if Тип > 4 then Класс 3
1

3

Математический лист

Генетический алгоритм, позаимствованный у природных аналогов, является наиболее ярким представителем эволюционных методов (см. раздел 2.8) и представляет собой мощное поисковое средство, эффективное в различных проблемных областях. 

Принципы эволюционной теории, заложенные Чарльзом Дарвиным в работе "Происхождение видов", сводятся к двум основным выводам: 

· естественный отбор как движущая и направляющая сила эволюции, что предполагает некоторый механизм выделения самых сильных и полезных экземпляров (решений, структур, особей, алгоритмов);

· наличие некоторых степеней свободы эволюционного процесса в виде изменчивости объектов, т.е. наличие шага генерации новых структур искомых объектов (перечисление то же) в виде непрекращающейся последовательности "проб и ошибок". 

Именно эти принципы отбора наилучших объектов являются ключевой эвристикой всех эволюционных математических методов, позволяющих зачастую уменьшить время поиска решения на несколько порядков по сравнению со случайным поиском. Механизм естественного отбора связывается здесь с некоторой функцией оптимальности  
[image: image4.wmf])
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,  определяющей сравнительную ценность произвольного варианта, а изменчивость привносится путем специальных модификаций фрагментов бинарного кода.

Генетический алгоритм был разработан Дж. Холландом (J. Holland) в 1975 г. в Мичиганском университете. В дальнейшем Д. Голдберг (D. Goldberg) выдвинул ряд гипотез и теорий, помогающих глубже понять природу эволюции, а К. ДеДжонг (C. DeJong) предложил оптимальный вариант подбора параметров алгоритма для повышения общей эффективности работы.

Канонический генетический алгоритм характеризуется следующими особенностями.

1. Задается  функция  оптимальности 
[image: image5.wmf])
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, определяющая эффективность каждой найденной комбинации признаков.  Формируемое решение кодируется как вектор  х,  который называется "хромосомой" и соответствует битовой маске, т.е. двоичному представлению набора исходных переменных. В хромосоме выделяются части вектора – "гены", изменяющие свои значения в определенных позициях – "аллелях". 

2. В соответствии с определенными ограничениями инициализируется исходная "популяция" 
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 потенциальных решений – совокупность решений на конкретной итерации, состоящая из некоторого количества хромосом 
[image: image7.wmf]l

, число которых задаётся изначально и в процессе перебора обычно не изменяется.

3. Каждая хромосома   xi,  i = 1,...,
[image: image8.wmf]l

   в популяции декодируется в форму, необходимую для последующей оценки, и ей присваивается значение эффективности  ((xi)  в соответствии с вычисленной функцией оптимальности. Кроме того, каждой хромосоме присваивается вероятность воспроизведения   P(xi),  i = 1,...,
[image: image9.wmf]l

, которая зависит от эффективности данной хромосомы. Существуют различные схемы отбора, самая популярная из них – пропорциональный отбор:
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(9.3)

4. В соответствии с вероятностями воспроизведения  P(xi)  создается новая популяция хромосом, причем с большей вероятностью воспроизводятся наиболее эффективные элементы. Хромосомы производят потомков, используя операции рекомбинации: кроссинговера и мутации.

5. Процесс останавливается, если получено удовлетворительное решение, либо если исчерпано отведенное на эволюцию время.  Если процесс не окончен, то вновь повторяются процессы оценки и воспроизведения новой популяции.

Операция воспроизведения на шаге 4 служит для создания следующей популяции на основе предыдущей при помощи операторов кроссинговера и мутации, которые имеют случайный характер. Каждой хромосоме промежуточной популяции  Xti  в случае необходимости подбирается партнёр и созданная хромосома помещается в результирующую популяцию.

Оператор кроссинговера производит скрещивание хромосом и обмен генетическим материалом между родителями для получения потомков. Этот оператор служит для исследования новых областей пространства и улучшения существующих (эволюционное приспособление). Простейший одноточечный кроссинговер производит обмен частями, на которые хромосома разбивается точкой кроссинговера, выбираемой случайно. 
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Двухточечный кроссинговер обменивает кусок строки, попавшей между двумя точками. Предельным случаем является равномерный кроссинговер, в результате которого все биты хромосом обмениваются с некоторой вероятностью. 

Оператор мутации  применяется к каждому биту хромосомы с небольшой вероятностью  (pi ( 0.001), в результате чего бит (аллель) изменяет значение на противоположный. 

[image: image12.png]TouKa MyTaLyM

£0 MyTaLym

1101010110011

nocne MyTaLym

11010111100111




Мутация нужна для расширения пространства поиска ("эволюционное исследование") и предотвращения невосстановимой потери бит в аллелях.

Существует также оператор воспроизведения, называемый «инверсией», который заключается в реверсировании аллелей между двумя случайными позициями, однако для большинства задач он не имеет практического смысла и поэтому мало эффективен.

Для исследования эффективности генетических алгоритмов используется понятие «шаблона».  Шаблоны представляют собой гиперплоскости различной размерности в  l-мерном пространстве и определяются с помощью элементов множества   
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,  где  l – длина хромосомы в битах,  * – в данной позиции может быть любой бит.  Генетический алгоритм обрабатывает шаблоны, и производит выборку значительного числа гиперплоскостей из областей с высокой приспособленностью, причем в течение одного поколения популяции оценивается  
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  структур.  Это и отличает эволюционные процессы от различных эвристических и случайно-поисковых методов, в которых единственное решение развивается само по себе, а предыдущий опыт не используется.

Решение, получаемое при помощи генетического алгоритма, по своему характеру субоптимально, но это не мешает применять метод для поиска глобальных экстремумов в широком классе задач оптимизации многоэкстремальных функций.

Результаты расчетов

Используем для последующего анализа выборку из 520 измерений, где в качестве варьируемых переменных представлены общее число видов  X1 = N  и показатели обилия отдельных таксонов зообентоса (для хирономид – подсемейств и триб);  Xj = ln((NsjBsj)0.5),   Nsj  и  Bsj – суммарные по видам численность и биомасса  j-й таксономической группы в пробе,  j = 2, 3, …, 51.  В предыдущей главе эта выборка уже использовалась нами при описании логистической регрессии и дискриминантного анализа (см. разделы 8.2 и 8.3). В качестве прогнозируемого отклика была взята категория качества воды в альтернативной шкале «Чисто» (2 и 3 класс) / «Грязно» (4 – 6 класс). 

Функцию оптимальности получаемых решений  
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  определим как статистику, связанную с качеством прогноза отклика на примерах обучающей выборки и полученную с помощью моделей вероятностных и обобщенно-регрессионных нейронных сетей. Сети этих типов выбраны потому, что для них общее время обучения и оценки относительно мало. Кроме того, эти сети очень сильно страдают от присутствия неинформативных входных переменных, а потому являются хорошим детекторами их обнаружения. 

Выполним экзамен большого числа комбинаций входных переменных с помощью функции описанного типа. Каждый возможный вариант набора входных переменных можно представить в виде битовой маски по одному биту на каждую переменную (см. табл. 9.2). Ноль в соответствующей позиции означает, что эта исходная переменная не включена во входной набор, а единицы соответствуют базовому набору признаков. Начальная популяция хромосом на итерации 1 была сформирована нами случайным образом, хотя для этого возможно использование специальных простых правил. 

Таблица 9.2

Результаты эволюционного процесса формирования информативного

набора переменных с использованием генетического алгоритма

(( (xi) – оценка эффективности хромосомы)

№ итераций
( (xi)
Битовые маски хромосом

1
2.0001
10000011011001011010100111010010110100010001011110

2
2.0093
11101010010110010100000101100001110010110010011010

3
2.0049
10010101100100010011110111001111111110001001101011

4
2.0124
11100000110011000100011101010010110000010001011110

5
2.0154
11000111001101101101101111010010110101010001010110

6
2.0076
00011010010110010100010101100001110010111011000111

7
2.0078
00011010010111010100010101100001110010010010000111

…
…
…

97
2.0063
10010011101100010001101011110110111000001101100011

98
2.0070
10111001110101000100101001001001000101001101110010

99
2.0149
10111001101100000100101001001001000101101001000010

100
2.0042
01111000111100000110001101000010111101101001000010

Наилучшее найденное решение:


2.0450
11011010111111100010001001110000110101101110101010

Емкость популяции индивидуумов в нашем случае была установлена ( = 100, а процесс эволюции продолжался на протяжении 100 поколений (т.е. цикл отбор-порождение-оценка был повторен 100 раз и при этом построено и оценено 10000 версий нейронных сетей). Генетический алгоритм в поисках оптимального набора генов следил за популяциями хромосом, оценивая эффективность  ((xi)  каждой из них с помощью стандартного отклонения от регрессии при обучении обобщенно-регрессионной нейронной сети одинаковой конфигурации с коэффициентом сглаживания, равном 0.3.  По значениям ошибки производился отбор лучших вариантов масок, которые комбинировали друг с другом с помощью искусственных генетических операций скрещивания и мутаций, интенсивностью которых можно было управлять (скорость мутации была выбрана 1, а скорость скрещивания – 0.3).  

В соответствии с найденным наилучшим решением, все подмножеств видов зообентоса можно разбить на две примерно равные категории: 27 групп информативных индикаторов качества воды (первые три уровня в табл. 9.3) и 22 группы организмов, малозначимых для нейросетевого моделирования (в той же таблице внизу). Следует еще раз подчеркнуть, что отнесение какого-либо класса или семейства к малоинформативной категории вовсе не означает отсутствие фактической биологической зависимости обилия организмов этого таксона от уровня загрязнения. Это может быть, например, объяснено его сильной корреляцией с какой-либо другой значащей группой, вследствие чего пришлось пожертвовать одним из таксонов, объявив его малоценным для статистической обработки.

Иногда бывает полезно уменьшить размерность задачи даже ценой некоторой потери точности, поскольку это повышает иллюстративность и улучшает способность нейросетевой модели к обобщению. Можно создать дополнительный стимул к исключению лишних переменных, назначив специальный штраф за элемент. Это число будет умножаться на количество элементов и результат будет прибавляться к уровню ошибки при оценке качества сети.  Назначим штраф за элемент, равный  0.002, и повторим эволюционный процесс. В этих условиях из 50 исходных переменных будет отобрано в качестве информативных только четыре признака, представленных первыми двумя уровнями в табл. 9.3: обилие семейств Ephemeroptera, Oligochaeta, а также подсемейства Orthocladiinae и трибы Tanytarsini семейства Chironomidae. Если же увеличить штраф за элемент до  0.005, то выбирается только один значимый признак – обилие организмов семейства Ephemeroptera. Таким образом, варьируя параметрами генетического алгоритма можно эшелонировать весь список переменных по уровню их связи с целевой функцией, что и нашло свое отражение в табл. 9.3.

Таблица 9.3

Результаты селекции информативного набора переменных

с использованием генетического алгоритма

Уровень

информативности 
Таксономические группы зообентоса

Наилучшие

биоиндикаторы
Ephemeroptera

Хорошие биоиндикаторы 
Oligochaeta, Chironomidae (подсемейство Orthocladiinae и триба Tanytarsini)

Информативные группы
Amphipoda, Bivalvia, Chaoboridae, Ceratopogonidae,  Coleoptera,  Dermaptera, Dreissenidae, Gastropoda, Hidracarina, Limoniidae,  Megaloptera, Nematoda, Odonata, Plecoptera, Polychaeta, Psychodidae, Ptychopteridae, Simuliidae, Tabanidae, Trichoptera,

Chironomidae (подсемейства Diamesinae, Prodiamesinae, Tanypodinae и триба Chironomini)

Группы, незначимые для прогноза качества воды
Arachnoidae, Collembola, Crustacea, Culicidae, Cylindrotomidae, Diptera, Dolichopodidae, Diplura, Dixidae, Ephydridae, Hemiptera, Hirudinea, Homoptera, Hydrida, Muscidae, Nematocera, Rhagionidae, Stratiomyidae, Tipulidae, Unionidae

9.3.  Многорядный алгоритм МГУА для оценки качества вод

Формулировка задачи

Предположим, что имеется набор исходных данных в виде матрицы  X  из  n  наблюдений в пространстве варьируемых переменных размерностью  m > 1,  характерный для стандартной задачи множественной регрессии. Пусть сформирована обучающая последовательность примеров, в которой каждой строке матрицы  X  поставлено в соответствие известное значение отклика  Y,  измеренное в количественной шкале. 

Необходимо, используя методы самоорганизации, получить модель, выражающую закон изменения отклика  Y  в зависимости от конкретных значений независимых переменных  X.

Рекомендуемая литература: [Ивахненко, 1969, 1982; Ивахненко, Лапа, 1971; Ивахненко с соавт., 1976; Брусиловский, 1987; Ивахненко, Юрачковский, 1987; Розенберг с соавт., 1994].

Математический лист

Ранее, в разделе 2.8 были рассмотрены основные принципы самоорганизации моделей, лежащие в основе такого направления в математическом анализе данных как метод группового учёта аргументов – МГУА (Group Method of Data Handling, GMDH). Модели самоорганизации МГУА можно рассматривать как своеобразное связующее звено, объединяющее различные методологические концепции, представленные, в том числе, и разделами настоящей книги.

С одной стороны, МГУА считается, своего рода, интеллектуальным обобщением регрессионного анализа, понимаемого в наиболее широком смысле. От классической множественной регрессии МГУА отличается лишь использованием специфических квадратичных критериев внешнего или внутреннего типа, а также многорядными итерационными процедурами нахождения оптимального решения задачи.

С точки зрения организации вычислений метод группового учета аргументов можно представить как следующий итеративный цикл:

· задается некоторое множество  (  достаточно простых функций от исходных аргументов, которые называются предикторами или частными структурами модели, и формируется первый слой модели; 

· из частных структур текущего слоя генерируется по определенным правилам новый слой предикторов, которые теперь сами становятся последним слоем;

· из частных описаний последнего слоя отбираются  L  лучших, где  L – ширина отбора (селекции);

· если не выполняется условие прекращения селекции (например, продолжает возрастать критерий качества модели), осуществляется генерация нового слоя;

· самый лучший набор частных структур последнего слоя объявляется искомым оптимальным решением задачи.

В этом описании налицо все признаки эволюционного алгоритма – отбор (селекция) и генерация нового поколения.

Наконец, форма многорядного представления моделей МГУА, где в каждом слое локализуются достаточно простые функции (полиномы не более 2 порядка от двух переменных), но общая целостная модель представляет чрезвычайно сложную конструкцию, содержит много общего с описываемыми далее моделями искусственных нейронных сетей. 

В рекомендованной литературе представлены различные схемы процесса самоорганизации при синтезе моделей МГУА: комбинаторные, многорядные, гибридизации, основанные на конечных стохастических автоматах и т.д. 

Остановимся на общей схеме многорядного алгоритма МГУА, которая воспроизводит схему массовой селекции, аналогичную задаче нахождения оптимальной стpуктуpы пеpцептpона. В многорядной полиномиальной модели "полное" описание (т.е. регрессионная модель от  m  факторов)

y = F(x1, x2, ..., xm)




(9.4)
заменяется последовательностью рядов "частных" описаний: 

· первый ряд селекции – y1 = f(x1, x2), y2 = f(x1, x3), …, ys = f(xm-1, xm), где  s = Cm2;
· второй ряд селекции –  z1 = f(y1, y2), z2 = f(y1, y3), …, zp = f(ys-1, ys), где  p = Cs2 и т.д.

Общая результирующая сложность модели (9. 4) зависит, таким образом, от двух факторов – вида частного описания  f  и количества рядов селекции.

Каждое частное описание является функцией только двух переменных. Поэтому коэффициенты такого регрессионного уравнения могут быть легко определены даже по небольшому числу наблюдений обучающей последовательности методом наименьших квадратов. Различные модификации многоpядного алгоритма отличаются дpуг от дpуга по виду опоpной функции  f.  В алгоpитме с линейными полиномами используются частные описания вида

Yk = a0 + a1(xi + a2(xj ,    0 < i < m ,    0 < j < m .


(9.5)
Усложнение модели в этом случае происходит только за счет увеличения числа учитываемых аргументов: на пеpвом pяду селекции синтезиpуются модели, содеpжащие по 2 аpгумента, на втоpом - по 3 или 4, на тpетьем - до 8 аpгументов и т.д.

Многорядные алгоритмы при использовании нелинейных опорных функций, напpимеp:

Yk = a0 + a1(xi + a2(xj + a3(xi (xj ; 

Yk = a0 + a1(xi + a2(xj + a3(xi (xj + a4(xi2+ a5(xj2 ;

     
     (9.6)
позволяют получить модели практически любой сложности, так как на каждом ряду селекции степень полинома удваивается. Пpи этом число коэффициентов модели может исчисляться уже миллионами, хотя минимум кpитеpия селекции обычно достигается достаточно быстpо.

Чтобы обеспечить несмещенность получаемого решения, исходную выборку предварительно разделяют случайным образом на две статистически однородные части: обучающую и проверочную (контрольную) последовательности. Для этого все имеющиеся экспериментальные точки ранжируются, т.е. располагаются в ряд по величине дисперсии
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(9.7)

где  
[image: image17.wmf]y

 – среднее значение отклика, и делятся на две части. Точки с четными номерами образуют первую последовательность, а точки с нечетными номерами – вторую последовательность.

Обучающая последовательность используется для нахождения обычным методом наименьших квадратов коэффициентов  a0 - a5  частных описаний  (9.5)-(9.6), связывающих отклик  Y  c любыми двумя аргументами – исходными признаками, либо выходными переменными частных описаний предыдущего ряда. Проверочная последовательность, которая в этих расчетах участия не принимает, служит в качестве модельно-независимого порогового фильтра селекции, играющего роль внешнего дополнения к обучающей выборке.

Из одного ряда селекции в другой на каждом шаге самоорганизации пропускаются не все частные описания, полученные путем полного перебора пар факторов  (s, p   и т.д.),  а только небольшая их часть, например,  m  уравнений, которые являются "наилучшими" в смысле заданного критерия регулярности, определяемого по частным описаниям на проверочной последовательности. В качестве конкретных математических выражений, используемых для регуляризации, обычно используют одну из следующих статистик:

· абсолютной среднеквадратичной ошибки 
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· относительной среднеквадратической ошибки  
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· коэффициента корреляции выходной переменной  Y  с аргументом  xk 
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      (9.10)

где  nпр – количество точек проверочной выборки,  Y  и  Y* – фактическое и расчетные значения прогнозируемой переменной.

Поскольку при использовании нелинейных опорных функций отмечается опасность потеpи существенного аpгумента, то пpедпочтительнее использовать алгоpитмы, оптимизиpующие на каждом шагу длину частного описания (напpимеp, выбиpающие вид частного описания с максимумом коэффициента коppеляции на пpовеpочной последовательности [Спpавочник по типовым.., 1980]).

Количество pядов селекции обычно pекомендуется наpащивать до  s = (m - 1),  хотя в литеpатуpе описан случай, когда самая несмещенная линейная модель в пpимеpе с  5 аpгументами получилась на 30-м pяду селекции.  На пpактике усложнение модели пpекpащают, когда дальнейшее улучшение кpитеpия селекции не будет пpевышать некотоpого числа  (  (паpаметp алгоpитма).

Результаты расчетов

Рассмотрим использование многорядного алгоритма МГУА на примере анализа связи между гидрохимическими и гидробиологическими показателями. Сформируем исходный набор признаков из следующих  7 показателей:  XH – информационного индекса Шеннона,  XV – биотического индекса Вудивисса,  XP – олигохетного индекса Пареле, XСI – хирономидного индекса Балушкиной, числа видов  XS, логарифмов суммарной численности  XN  и  биомассы  XB   зообентоса в пробе. Как и в разделе 8.1 будем искать зависимость этих показателей от концентраций различных химических ингредиентов: аммонийного азота, минерального фосфора, ионов железа и БПК.
Выполним предварительное нормирование переменных от  0  до  1  по вариационному размаху и разобьем исходные выборки на обучающую и проверочную в примерном соотношении  2.5:1. Используем многорядный алгоритм МГУА, ограничившись при этом линейным частным описанием (9.5). Наращивание рядов селекции будем прекращать, если на очередной итерации прирост максимальной величины коэффициента корреляции (9.10) оказывался по абсолютной величине меньше  (=0.0001.

Модели, полученные для каждого гидрохимического показателя и представленные в табл. 9.4, оказались достаточно лаконичными – количество рядов селекции не превысило 3, что обычно характерно для простых, умеренно зашумленных зависимостей.  На каждом шаге итерации, в том числе, на завершающем, было отобрано по 7 возможных моделей-претендентов. Структурные матрицы в нижней части таблицы показывают, из каких конкретно исходных переменных состоят те или иные модели. Нетрудно сделать вывод, что в результате селекции отбирались для включения в частные описания три основных индекса – Шеннона, Вудивисса и Пареле. Остальные переменные попадали в модели эпизодически.

Наилучшая модель № 2 для прогноза концентрации аммонийного азота, оцененная по максимуму коэффициента коppеляции  Kкор   на пpовеpочной последовательности, была получена на 3-м pяду селекции и основывалась на  3 исходных  аpгументах из  7.

Oптимальная модель (М2) имела вид:

YNH4 = -0.0489 + 0.939(U2 + 0.794(U3,

где промежуточные переменные  U2   и  U3  могут быть вычислены по частным описаниям 2-го ряда селекции:

U2 = -0.0998 + 0.797(Z2 + 0.843(Z5;

U3 = -0.0173 + 0.345(Z3 + 0.766(Z4.
Таблица 9.4

Основные характеристики многорядных моделей МГУА, полученных для прогнозирования

гидрохимических показателей  (nобуч  и  nпров – размерность обучающей и проверочной

последовательностей,  критерий регулярности по формуле (9.10))

Прогнозируемая переменная
Аммонийный азот
Минеральный фосфор
Ион железа
БПК5

nобуч / nпров
53 / 33
79 / 38
87 / 42
62 / 25

Рядов селекции
3
3
3
2

№ лучшей модели
2
3
3
2

Ккор max
0.718
0.766
0.805
0.845

Факторы/№модели
1
2
3
4
5
6
7
1
2
3
4
5
6
7
1
2
3
4
5
6
7
1
2
3
4
5
6
7

Индекс Шеннона
*
*
*
*
*
*
*
*
*
*
*
*
*
*
*
*
*
*
*
*
*
*
*
*
*
*
*
*

Индекс Вудивисса
*
*
*
*
*
*
*

*
*
*
*
*
*

*
*
*
*
*
*
*
*
*
*
*
*
*

Индекс Пареле
*
*
*
*
*
*
*

*
*
*
*
*
*

*
*
*
*
*
*
*
*
*
*
*
*
*

Индекс Балушкиной

*

*
*
*
*



*
*
*
*


*
*
*
*
*

*
*
*
*
*
*

Число видов

*
*
*
*
*
*
*
*
*
*
*
*
*



*
*
*
*



*
*
*
*

Биомасса





*
*





*
*





*
*





*
*

Численность


*
*
*
*
*

*


*
*
*
*
*
*
*
*
*
*


*

*
*
*

В свою очередь, промежуточные переменные  Z2,  Z3,  Z4   и  Z5  вычисляются на первом ряде селекции уже с использованием нормированных исходных переменных:

Z2 =  0.1983 - 0.0138(XV + 0.00073(XS;
Z3 =  0.1868 + 0.0522(XP - 0.0117(XV;
Z4 =  0.1687 + 0.0071(XСI - 0.0113(XV;
Z5 =  0.2222 + 0.0059(XS - 0.0571(XH;
где  XH – информационный индекса Шеннона,   XV – биотический индекс Вудивисса,  XP – олигохетный индекс Пареле,  XСI  – хирономидный индекс Балушкиной,  XS – число видов в гидробиологической пробе.

Необходимо отметить, что отдельные модели последнего ряда селекции весьма незначительно отличаются между собой по критериям качества: коэффициент корреляции колеблется от 0.7117  до  0.717, а стандартное отклонение на проверочной выборке – от 0.247 до 0.2463. Можно также напомнить, что в аналогичном примере множественной регрессии (см. раздел 8.1), версия этой же модели вообще не содержала индекса Вудивисса, столь популярного в оптимальной модели МГУА М2. Эти примеры, иллюстрирующие, как примерно одного и того же результата можно достичь совершенно разными способами, служат еще одним убедительным доказательством принципа множественности моделей В.В. Налимова.
9.4.  Нейросетевое моделирование: многослойный персептрон

Формулировка задачи

Пусть в таблице произвольных гидробиологических наблюдений X размерностью m >1 один из признаков, измеренный в порядковой шкале, определяет класс объекта и может принимать значения из некоторого фиксированного набора {у1, у2, …, yk, …, yp}.

Необходимо, используя таблицу  Х,  как обучающую выборку, решить общую задачу распознавания образов, т.е. разработать модель предсказания для произвольного объекта значения целевого признака, выраженного в порядковой шкале или шкале наименований.

В предыдущих главах мы неоднократно обращались к поставленной задаче, решая ее методами регрессионного и дискриминантного анализа (разделы 8.2 - 8.3), с использованием эвристических и линейных алгоритмов распознавания (разделы 8.4 - 8.5), а также на основе иерархических деревьев решений (раздел 9.1). При этом неоднократно отмечалось, что традиционная параметрическая статистика требует для адекватного прогноза либо очень большого объема известных данных, либо очень сильных предположений о виде функций распределения. Поэтому естественным является желание иметь единую парадигму построения различных эмпирических моделей, решающих задачи предсказания и классификации, которая бы удовлетворяла следующим условиям:

· достаточно высокая вычислительная эффективность;

· отсутствие определяющих ограничений на функцию распределения данных;

· обеспечение возможности обработки разнотипных экспериментальных данных (без сведения всех признаков к одной шкале) и инвариантность к допустимым преобразованиям шкал признаков;

· простота получения результата и отсутствие привязки к конкретной проблемной области;

· работа в случае, если число измеренных признаков превышает число объектов, и число объектов достаточно мало;

· работа при наличии пропусков в таблице.

Как отмечалось в разделе 2.8, большинству перечисленных требований удовлетворяет подход, основанный на применении искусственных нейронных сетей (ИНС).

Рекомендуемая литература: [Горбань, 1990, 1998а,б; Уоссермен, 1992; Горбань, Россиев, 1996; Васильев с соавт., 1997; Царегородцев, Погребная, 1998; Дьяконов, Круглов, 2001; Нейронные сети.., 2001]. 

Математический лист

Структура искусственного нейрона
Многие современные НС сконструированы из формальных нейронов, отдалённо напоминающих свой биологический прототип. Структура нейрона имеет вид, представленный  на рис. 9.2, при следующих обозначениях: 

· x1,...,xn – значения, поступающие на входы (синапсы) нейрона; 

· w1,..,wn – веса синапсов, которые могут быть как тормозящими, так и усиливающими; 

· S – взвешенная сумма входных сигналов:
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· T – порог нейрона (во многих моделях обходятся без него); 

· F – функция активации нейрона, преобразующая взвешенную сумму в выходной сигнал
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Рис. 9.2  Структура искусственного нейрона

Вид функции активации может иметь различное математическое выражение, выбор которого определяется характером решаемых задач. Например, функция активации может быть:

· линейная
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· пороговая бинарная
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· линейная ограниченная
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· сигмоидная
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где  С > 0 – коэффициент ширины сигмоиды по оси абсцисс;

· функция гиперболического тангенса
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· логарифмическая
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(данная функция  характерна тем, что имеет диапазон 
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 с точкой перегиба в начале координат, усиливает очень слабые сигналы и ослабляет очень сильные);

· радиально-базисная, имеющая вид функции Гаусса
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где 
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 – среднеквадратичное отклонение нормального распределения, характеризующее ширину функции,  S  в этом случае определяется как расстояние между входным и весовым вектором: 
[image: image34.wmf]å

-

=

i

i

i

w

x

S

2

2

)

(

.

Вид некоторых функций активации представлен на рис. 9.3. 
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Рис. 9.3 Вид функций активации:

а) функция единичного скачка;

б) линейный порог (гистерезис);

в)  гиперболический тангенс;

г) сигмоид
Одной из наиболее распространенных функций активации является нелинейная функция с насыщением - так называемая логистическая функция или сигмоид (9.16). При уменьшении коэффициента С сигмоид становится более пологим, вырождаясь в пределе при С = 0 в горизонтальную линию на уровне 0.5. При увеличении С сигмоид приближается по внешнему виду к функции единичного скачка с порогом T в точке x = 0. 

Из выражения для сигмоида очевидно, что выходное значение нейрона лежит в диапазоне [0,1]. 

Популярность сигмоидной функции определяют следующие ее ценные свойства:

· способность усиливать слабые сигналы лучше, чем большие, и сопротивляться "насыщению" от мощных воздействий;

· монотонность и дифференцируемость на всей оси абсцисс;

· простое выражение для ее производной:
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что дает возможность использовать широкий спектр оптимизационных алгоритмов.

Следует также отметить существование других типов формальных нейронов (сигма-пи нейроны и стохастические нейроны, нейроны с поправочным блоком), учитывающих другие свойства биологического прототипа. Наиболее интересны голографические нейроны, используемые в голографической парадигме ИНС.

Структура многослойного персептрона
Теоретическое обоснование нейросетевого моделирования базируется на теореме А.Н.Колмогорова, доказавшего, что любую непрерывную многомерную функцию на единичном отрезке  [0;1]  можно представить в виде конечного числа одномерных [Головко, 1999]:
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где  g  и  
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  непрерывные и одномерные функции, 
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. Отсюда с помощью любой многослойной ИНС всего с двумя перерабатывающими слоями можно с любой точностью аппроксимировать любую многомерную функцию на единичном отрезке.

На сегодняшний день существует много разновидностей нейронных сетей, характерных для различных типов задач, которые можно классифицировать по следующим признакам:

· тип входной информации (аналоговые или двоичные данные);

· характер обучения (с учителем и без);
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КОЛМОГОРОВ Андрей Николаевич

(1903-1987)

выдающийся отечественный математик

· характер настройки синапсов (фиксированные или динамические связи);

· метод обучения (обратное распространение, конкурентная настройка, использование правила Хебба, гибридные сети и т.д.);

· характер связей (прямое и прямое-обратное распространение информации);

· архитектура (персептроны, самоорганизующиеся ИНС Кохонена, сети адаптивного резонанса, рециркуляционные, рекуррентные, встречного распространения, ИНС с обратными связями Хэмминга и Хопфилда,  с двунаправленной ассоциативной памятью, с радиально-базисной функцией активации и т.п.).

Рассмотрим возможности обучения ИНС на примере многослойного персептрона с прямым распространением информации. Характер связей сети для нашего случая будет выглядеть, как показано на рис 9.4:

Нейроны регулярным образом организованы в слои, причем элементы некоторого слоя связаны только с нейронами предыдущего слоя, и информация распространяется от предыдущих слоёв к последующим. Входной слой, состоящий из чувствительных (сенсорных)  S-элементов, на который поступают входные сигналы  Хi,  никакой обработки информации не совершает и выполняет лишь распределительные функции. Каждый  S-элемент связан с совокупностью ассоциативных элементов (А-элементов) первого промежуточного слоя, а  А-элементы последнего слоя соединены с реагирующими элементами  (R-элементами).  
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Рис. 9.4. Структура многослойного персептрона

Взвешенные комбинации выходов  R-элементов составляют реакцию системы, которая указывает на принадлежность распознаваемого объекта определенному образу. Если распознаются только два образа, то в персептроне устанавливается один  R-элемент, который обладает двумя реакциями – положительной и отрицательной. Если образов больше двух, то для каждого образа устанавливают свой  R-элемент, а выход каждого такого элемента представляет линейную комбинацию выходов  A-элементов.

Выбор количества слоёв и типа активационной функции влияет на способность сети решать те или иные задачи. Однослойная сеть способна формировать линейные разделяющие поверхности и легко сводится к рассмотренному нами в разделе 8.5 методу обобщенного портрета. Линейная модель является хорошей точкой отсчета для сравнения эффективности различных многослойных сетей с нелинейными функциями активации, позволяющими, как показано выше, аппроксимировать любые выпуклые многомерные функциональные зависимости.

Уточним механизм моделирования разделяющих поверхностей многослойным персептроном. Уровень активации каждого нейрона представляет собой простую линейную функцию  Х-ов, т.е. берется взвешенная сумма подающихся на вход сигналов с добавлением к ней порогового значения. Эта активация затем преобразуется с помощью заданной функции  
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.  Если в качестве функции активации использовать сигмоидную  кривую, имеющую  S-образную форму, то комбинация линейной функции нескольких переменных и скалярной логистической функции   
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   приводит к характерному профилю "сигмоидного склона", который выдает элемент первого промежуточного слоя. 

На приведенном рис. 9.5а  соответствующая поверхность изображена в виде функции двух входных переменных. При изменении весов  w1…wn  и порогов  Т  может меняться как ориентация всей поверхности отклика, так и крутизна склона (большим значениям весов соответствует более крутой склон). Элемент с большим числом входов выдает многомерный аналог представленной поверхности. 
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Рис. 9.5. Вид простейшей разделяющей поверхности сигмоидного типа для одного

нейрона (фиг. а) и персептрона с одним промежуточным слоем (фиг. б)

В многослойной сети подобные функции отклика комбинируются друг с другом с помощью последовательного взятия их линейных комбинаций и применения нелинейных функций активации. На  рисунке 9.5б изображена типичная поверхность отклика для сети с одним промежуточным слоем, состоящим из двух элементов, и одним выходным элементом. Две разных сигмоидных поверхности объединены в одну поверхность, имеющую форму буквы  «U».

Обучение многослойного персептрона
После того, как определено число слоев и число элементов в каждом из них, нужно найти значения весовых коэффициентов  w1,...,wn  и порогов для каждого составляющего нейрона, которые бы минимизировали ошибку прогноза, выдаваемого сетью. Для того, чтобы оценить, насколько верное решение сделала ИНС, определяется среднеквадратичная ошибка сети как разница между эталонным и выходным вектором: 
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где  Y*j – известное выходное значение для примеров обучающей выборки. Процесс обучения сети заключается в многократной подгонке коэффициентов  w1,...,wn  к имеющимся выборочным данным с использованием различных алгоритмов нелинейной оптимизации.

Здесь оказывается очень полезным понятие поверхности ошибок. Каждому из  N  свободных параметров модели (весов и порогов) соответствует одно измерение в многомерном пространстве. Пусть  (N+1)-е  измерение соответствует ошибке сети  Е.  Для всевозможных сочетаний значений весов соответствующие им значения ошибок представляют собой множество точек, образующих поверхность ошибок. Тогда цель обучения нейронной сети состоит в том, чтобы найти на этой многомерной поверхности самую низкую точку. В случае линейной модели с суммой квадратов в качестве функции ошибок поверхность ошибок представляет собой параболоид – гладкую поверхность, похожую на часть поверхности сферы, с единственным минимумом, который достаточно легко локализовать. В случае нейронной сети поверхность ошибок имеет гораздо более сложное строение и имеет локальные минимумы, плоские участки, седловые точки и длинные узкие овраги (см. рис. 9.6). 
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Рис. 9.6. Интерпретация поверхности ошибок нейронной сети

Аналитическими средствами найти в таких условиях глобальный минимум невозможно, поэтому процесс обучения ИНС, по сути дела, заключается в исследовании этой поверхности. Отталкиваясь от случайной начальной конфигурации весов и порогов, алгоритм оптимизации начинает передвижение к минимуму, используя на каждом шаге вектор градиента (т.е. направления кратчайшего спуска). Можно сказать, что процесс ведет себя как слепой кенгуру – каждый раз прыгает в направлении, которое ему кажется наиболее привлекательным.  В общем случае результат обучения ИНС может соответствовать субоптимальному решению, т.е. не глобальному оптимум, а решению, которое нас устроит. В самом деле, если   Елок2 < Етребуемое,   то такое решение вполне приемлемо. Другое дело, когда веса попадают в область локального минимума (такого как  Елок1) и при этом   Елок>Етребуемое,  а величины шага обучения не хватает чтобы выйти оттуда.

Самый известный алгоритм обучения сети – так называемый, алгоритм обратного распространения (back propagation) [Нейронные сети.., 2001]. В основу метода легли прямой ход вычисления выходных значений, вычисление ошибки последнего слоя и рекурсивное обратное распространение.  

Для выходного слоя определение ошибки 
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и напоминает систему поощрений-наказаний, используемую при обучении однослойных сетей. Для каждого предыдущего слоя ошибка определяется рекурсивно через ошибку следующего слоя:
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 т.е. для каждого  j-го нейрона ошибки следующего слоя как бы распространяются к нему обратно сквозь соответствующие веса. Этот механизм обратного распространения дополнен традиционными для многих градиентных методов оптимизации процедурами оценки вектора кратчайшего спуска, изменения величины шага пропорционально крутизне склона и проч.  Существуют также современные алгоритмы обучения сетей второго порядка, такие как метод сопряженных градиентов и метод Левенберга-Маркара, которые во многих задачах работают на порядок быстрее [Bishop, 1995].

Переобучение и обобщение
Основная задача моделирования состоит в подборе сети, адекватно прогнозирующей совершенно новые наблюдения. С. Бишоп [Bishop, 1995] пишет: «Минимизация  ошибок на обучающем множестве, которое не бывает ни идеальным, ни бесконечно большим, - это совсем не то же самое, что минимизация «настоящей» ошибки  заранее неизвестной модели явления». Сеть с небольшим количеством весов может оказаться недостаточно гибкой, чтобы смоделировать имеющуюся зависимость. Однако, слишком большое количество нейронов и слоев позволяет моделировать очень сложные функции, но это часто приводит к переобучению сети, когда модель будет давать совершенно правильные ответы, но только на тех примерах, которым её обучили. 

Выбор нейросети «правильной» сложности сводится к двум рецептам: использование контрольных выборок и экспериментирование. Механизм контрольной кросс-проверки заключается в том, что некоторая часть обучающих наблюдений резервируется, т.е. подгонка коэффициентов модели и поиск минимума ошибки сети по ним не осуществляется. Эти измерения, как и в алгоритмах МГУА, используются только для независимого контроля результата и называются контрольной выборкой.  Если разбиение на обучающее и контрольное множества было выполнено однородно, то, по мере того как  сеть обучается, ошибка обучения и ошибка на контрольном множестве  будут одновременно уменьшаться. Если же контрольная ошибка перестала убывать или даже стала расти, это указывает на то, что сеть стала чересчур точно аппроксимировать данные и наступает фаза переобучения. В этом случае следует уменьшить число  А-элементов или слоев сети.

Описанные проблемы с локальными минимумами и выбором размера сети приводят к тому, что в практической работе с ИНС приходится экспериментировать с большим числом различных вариантов конфигурации.

Понижение размерности входных переменных

Цель задачи заключается в таком преобразовании входных данных, чтобы та же информация была бы записана с помощью меньшего числа переменных. Мы уже обсуждали эту проблему, когда знакомились с методом главных компонент (см. раздел 7.5). Следует подчеркнуть, что один из основных недостатков традиционного факторного анализа  состоит в том, что это преобразование является линейным и может улавливать только линейные направления максимальной вариации. Поэтому рассмотрим другой подход к решению этой проблемы: нелинейный вариант метода главных компонент, основанный на применении автоассоциативных  сетей. 

Автоассоциативная сеть – это сеть, предназначенная для воспроизведения на выходе своих же сигналов. У такой сети число выходов совпадает  с числом входов, а все нейроны имеют особое свойство. Если число элементов промежуточного слоя сделать меньше числа входов/выходов, то это заставляет сеть "сжимать" информацию, представляя ее в меньшей  размерности.  Трехслойная автоассоциативная сеть сначала линейно преобразует входные данные в меньшую размерность промежуточного слоя, а затем снова линейно разворачивает их в выходном слое. Можно показать, что такая сеть на самом деле реализует стандартный алгоритм анализа главных компонент. Для того, чтобы выполнить нелинейное понижение размерности, нужно использовать пятислойную сеть (см. рис. 9.7). Ее средний слой служит для уменьшения размерности, а соседние с ним слои, отделяющие его от входного и выходного слоев, выполняют нелинейные преобразования. 
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Рис. 9.7. Автоассоциативная сеть для понижения размерности

признакового пространства с девяти до трех

Если из автоассоциативной сети удалить два последних слоя, то получается сеть для пре-процессирования, с помощью которой генерируется версия входных данных в уменьшенной размерности.

Результаты расчетов

Прогнозирование альтернативной переменной

Построим нейронную сеть для классификации двух категорий качества вод "Чисто" / "Грязно" на базе многослойного персептрона с использованием обучающей выборки из 520 примеров, описанной в разделах 8.2, 8.3 и 9.2. Входами сети являются значения обилия 27 таксономических групп зообентоса, отобранных в результате генетического алгоритма (см. раздел 9.2), а также количество видов в пробе. По условиям работы всех алгоритмов построения сетей данные подвергаются препроцессингу – предварительному масштабированию исходных значений входов в единую шкалу: в нашем случае используем известную формулу минимакса, в результате чего каждый преобразованный признак варьируется на интервале  [0,1]. 

Примем стандартную модель персептрона с 28 входами, одним выходом и одним промежуточным слоем, состоящем из 14  А-нейронов, т.е. полусумме числа входных и выходных элементов (см. рис. 9.8). Выполним обучение сети в трех вариантах:

· с использованием линейной функции активации;

· с использованием логистической функции активации и оценкой качества сети по среднеквадратичной ошибке;

· с использованием логистической функции активации и оценкой качества сети по информационному критерию (энтропии).

Для каждого из вариантов обучение проведем в двух режимах: без использования контрольного множества и с применением кросс-проверки на контрольном множестве. В первом случае сеть обучается на всех 520 примерах, а во втором случае 120 примеров выделяются в качестве внешнего дополнения и используются для независимого контроля качества сети.  

Построенная сеть в нашем случае для каждого произвольного вектора  Х  выдает на выходе некоторое значение апостериорной вероятности на интервале от  0 до 1. Для конкретной классификации примеров используются два задаваемых доверительных уровня: порог принятия (т.е. минимальное значение выхода, при котором наблюдение будет считаться принадлежащим классу 1) и порог отвержения (т.е. максимальное значение выхода, относящее измерение к классу 0). В нашем примере мы задали эти пороги равными 0.55 и 0.45 соответственно. Все вектора, предъявленные сети и имеющие отклик внутри диапазона доверительных уровней, классифицируются как неопределенные.
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Рис. 9.8. Схема многослойного персептрона для оценки категории качества воды

по обилию групп зообентоса

Результаты моделирования по традиции для всех задач классификации оценим как долю ошибочных опознаний на обеих выборках (см. табл. 9.5, где приведены данные только для режима с кросс-проверкой). 

Таблица 9.5

Результаты использования модели персептрона с одним промежуточным слоем

для оценки категории качества воды

Вид функции активации 

нейронов
Оценка 

качества 

сети
Результат 

прогноза
Обучающая выборка
Контрольное множество




Класс "Чисто"
Класс "Грязно"
Правильный прогноз, %
Класс "Чисто"
Класс "Грязно"
Правильный прогноз, %

Линейная функция
Среднеквадратическая ошибка
"Чисто"
136
5
94.4
28
7
75.6



"Грязно"
7
271
98.1
7
53
84.1



Отказ
1
0

2
3




Итого
144
276
96.9
37
63
81.0

Логистическая (сигмоидная) функция
Среднеквадратическая ошибка
"Чисто"
140
0
97.2
33
7
89.2



"Грязно"
3
276
100
3
55
87.3



Отказ
1
0

1
1




Итого
144
276
99.0
37
63
88.0

Логистическая (сигмоидная) функция
Простая

энтропия
"Чисто"
141
0
97.9
34
4
91.9



"Грязно"
2
276
100
2
58
92.1



Отказ
1
0

1
1




Итого
144
276
99.3
37
63
92.0

На основе выполненных расчетов можно сделать следующие очевидные выводы:

· использование методов нейросетевого моделирования для этого примера дало весьма ощутимый выигрыш по сравнению с логистической регрессией (раздел 9.2) и линейным дискриминантным анализом (раздел 9.3);

· вариант построения нелинейной разделяющей поверхности с использованием сигмоидной функции активации более эффективен по сравнению с вариантом линейных разделяющих гиперплоскостей;

· использование энтропии в качестве функции ошибок сети с альтернативным параметром выхода имеет некоторые преимущества по сравнению со стандартным среднеквадратичным отклонением, которое теоретически больше подходит для задач регрессии;

· кросс-проверка на контрольном множестве, включенная при обучении, в двух случаях из трех привела к уменьшению ошибки на самом обучающем множестве и дала возможность провести независимую оценку качества на внешнем дополнении;

· ошибка на контрольной выборке оказалась несколько выше, чем при обучении, однако, в нашем случае этот факт вряд ли можно объяснить феноменом переобучения.

Нейронную сеть вследствие ее принципиальной многомерности обычно интерпретируют как "черный ящик", поскольку визуальный или статистический анализ коэффициентов усиления и порогов, как это делается, например, в множественной регрессии, для всех структурных связей графа представляет собой весьма утомительную процедуру, не гарантирующую достоверных выводов. Тем не менее, при желании, можно заглянуть "внутрь" этого ящика и попытаться выяснить роль каждого скрытого элемента, создаваемый ими потенциал активации и прочие нейронные характеристики (в рамках нашего изложения мы этого желания не испытали).

Сети для множественной классификации

Построим нейронную сеть для непосредственной оценки значения класса качества водоемов в виде числа от 1 до 6.  Сформируем выборку из тех же 520 измерений, но в качестве девяти варьируемых переменных будем использовать различные обобщенные гидробиологические показатели и традиционные "интегральные" индексы зообентоса. 

Архитектура выбранного персептрона с одним промежуточным слоем представлена на рис. 9.9.  Сеть имеет 5 выходов, соответствующих каждому из присутствующих в обучающей выборке классов качества воды. При правильном распознавании на одном из выходных элементов появляется высокое значение активации при незначительной ее величине на остальных четырех. 
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Рис. 9.9.  Нейронная сеть для прогнозирования пяти классов качества воды

Нами использовалась в выходном слое специальная функция активации (Softmax), представляющая собой взвешенную и нормированную на единицу сумму экспонент.  Можно показать, что если входные данные представляют собой выборку из какого-либо экспоненциального распределения, то выходы софтмакс-элементов можно трактовать как вероятности (напомним, что самым известным примером экспоненциального распределения является нормальное).  Например, если для измерения на  ст. 1 р. Байтуган активации выходных нейронов сети оказались равными {0.314, 0.503, 0.142, 0.028, 0.018 },  то с вероятностью  0.503 можно предположить, что это измерение было взято из водоема  3 класса качества, а с вероятностью  0.817 – из водоема 2-3 классов.

Хотя анализ весовых коэффициентов и активностей отдельных фрагментов сети представляется неблагодарной деятельностью, методы нейросетевого моделирования позволяют оценить относительную значимость влияния отдельных исходных переменных на отклик, т.е. выполнить анализ чувствительности сети по ее входам. Этот анализ дает возможность идентифицировать неинформативные переменные с низкой чувствительностью, которые могут благополучно игнорироваться в последующих просчетах. Разумеется, подобные заключения должны приниматься со всей осторожностью, поскольку никакой анализ чувствительности не гарантирует абсолютную точность и надежность оценок "полноценности" переменных в модели. Например, в литературе приводится много примеров взаимного влияния и обусловленности исходных факторов, когда ни одна из переменных по отдельности не несет существенную информацию (классы будут выглядеть совершенно перемешанными), но, учитывая всю совокупность признаков, классы можно легко разделить. 

Чувствительность каждой входной переменной измеряется в терминах ошибки сети: т.е. вычисляется прирост общей погрешности предсказания, если бы анализируемая переменная была бы исключена на входе. Более удобно для анализа отношение двух ошибок: ошибки сети без использования  j-й переменной к аналогичной ошибке при ее наличии. Если это отношение равно или менее 1, то анализируемая переменная либо не участвует в работе нейросетевой модели вообще, либо даже мешает ее работе, снижая общую эффективность. Иногда стоит удалять переменные даже с чувствительностью несколько более чем 1.0, и переквалифицировать сеть с целью достижения ее большей компактности и надежности. Значения прироста ошибки  (j  и отношения чувствительности  (j   для переменных, использованных в рассматриваемом примере, представлены в табл. 9.6.  Подробные выводы легко может сделать сам читатель; мы же выскажем только предположение, что странная "рокировка" ролей общей биомассы и индекса Шеннона при переходе от стадии обучения к контролю  объясняется не только случайными причинами.

Таблица 9.6 

Анализ чувствительности входных переменных модели многослойного персептрона

для прогнозирования класса качества вод 

Анализируемые входные переменные
Обучающая выборка
Контрольная выборка


Ранг
(j
(j
Ранг
(j
(j

Биотический индекс Вудивисса
1
0.377
1.095
1
0.381
1.078

Олигохетный индекс Пареле
2
0.355
1.030
2
0.369
1.045

Общая биомасса (ln ), мг/м3 
3
0.351
1.018
7
0.354
1.003

Число видов в пробе
4
0.350
1.016
3
0.357
1.012

Хирономидный индекс Балушкиной
5
0.348
1.010
8
0.354
1.003

Общая численность (ln),  экз/м3 
6
0.348
1.009
5
0.356
1.007

Доля хищников  (по численности)
7
0.347
1.007
9
0.353
0.999

Доля хищников  (по биомассе)
8
0.347
1.006
6
0.356
1.007

Индекс Шеннона
9
0.346
1.003
4
0.356
1.008

Результаты достоверности оценки классов качества представим в виде таблицы сопряженности  "Факт/Прогноз" (табл. 9.7), где по главной диагонали  проставлены частоты правильной оценки групп измерений, а в остальных клетках – имеющиеся ошибки прогноза отдельно для обучающей выборки и контрольной последовательности. 

Несмотря на всю математическую мощь нейронных сетей, эффективность распознавания класса качества вод с использованием персептрона лишь незначительно превысила достоверность дискриминантного анализа (см. раздел 8.3) и уступила методу, основанному на видовых индикаторных индексах (раздел 8.4). Очевидно, что здесь был достигнут порог насыщения для  уровня информативности "интегральных" показателей зообентоса, превысить который невозможно никакими интеллектуальными ухищрениями. Модель на данном наборе признаков сделала все, что могла и дальнейшие резервы повышения эффективности – в расширении признакового пространства с привлечением данных о видовой структуре. Это подтверждает и тот уникальный для методов распознавания факт, когда ошибка классификации на контрольной выборке оказалась меньше, чем на обучающей последовательности. 

Таблица 9.7

Результаты прогнозирования класса качества вод по модели многослойного персептрона

Классы качества вод
Фактические
Итого прогноз
Правильный прогноз, %
Ошибка на два и более класса, %


2
3
4
5
6




Прогноз по обучающей выборке
2
18
10
3
0
0
31
58.06
9.67


3
13
52
24
6
0
95
54.47
6.31


4
11
25
77
15
17
145
53.10
19.31


5
0
10
14
36
15
75
48.0
13.3


6
1
2
6
6
9
24
37.5
37.5

Итого факт
43
99
124
63
41
370
51.89
13.5

Прогноз по контрольной выборке
2
7
3
2
0
0
12
58.33
16.6


3
2
15
14
3
1
35
42.86
11.42


4
1
8
40
6
7
62
64.52
12.9


5
0
2
5
13
11
31
41.94
6.45


6
0
1
2
2
5
10
50.00
30.0

Итого факт
10
29
63
24
24
150
53.33
12.66

Задача о понижении размерности

Чтобы осуществить нелинейное понижение размерности исходной матрицы наблюдений для прогнозирования класса качества вод, используемой в предыдущем примере, выполним следующие действия:

· построим автоассоциативную сеть – персептрон с пятью слоями, как показано на рис. 9.7;

· обучим автоассоциативную сеть на имеющейся обучающей выборке 9х520 с использованием любого итеративного алгоритма (для определенности используем метод сопряженных градиентов);

· удалим два последних слоя автоассоциативной сети и получим сеть для пре-процессирования, понижающую размерность данных (см. рис. 9.10);

· с помощью пре-процессирующей сети получим версию входных данных в уменьшенной размерности:  те же 520 строк исходной таблицы наблюдений с метками класса качества вод, но количество варьируемых признаков сведено от 9 к 3 без существенной потери  информации;

· построим обрабатывающую сеть в виде второго трехслойного персептрона и обучим ее на модифицированном обучающем множестве, полученном на предыдущем шаге;

· объединив обе сети (см. рис. 9.10), получим единую сеть, которая последовательно пересчитывает исходные данные в пространство трех главных компонент, после чего  обрабатывает уже преобразованные факторы, прогнозируя значение отклика.

В нашем конкретном случае достоверность распознавания по полученной двухуровневой сетевой модели несколько снизилась по сравнению с обычным персептроном, представленным на рис. 9.9. Однако общий смысл перехода в пространство небольшой размерности состоит не столько в том, чтобы повысить эффективность прогноза, сколько в попытке дать какое-то разумное объяснение имеющимся внутренним механизмам анализируемых явлений. Один из способов это сделать – проанализировать двух- или трехмерную визуализацию классифицируемых объектов в осях главных факторов (см. рис. 9.11).  Изучив на полученной "картинке" сильно трангрессирующее облако точек,  принадлежащих разным классам качества воды, мы, по крайней мере, поняли, какая трудновыполнимая задача была поставлена перед методами распознавания. 
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Рис. 9.10.  Последовательность двух сетей для понижения размерности

признакового пространства
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Рис. 9.11. Изображение в пространстве двух главных компонент  облака точек,

 соответствующих различным классам качества воды

9.5.  Решение задачи регрессии с помощью нейросетей

различной архитектуры

Формулировка задачи

Пусть в таблице произвольных гидробиологических наблюдений  X  размерностью  m >1  откликом  Y  является один из любых признаков, измеренных в количественной шкале. 

Необходимо решить задачу регрессии, целью которой является оценка по матрице входных переменных параметров функции выходной переменной, принимающей непрерывный диапазон числовых значений.

Математический лист (продолжение раздела 9.4)
Нейронные сети наиболее часто используемых архитектур выдают выходные значения в некотором определенном диапазоне (например, на отрезке от 0 до 1 в случае логистической функции активации). Для задач классификации это не создает никаких трудностей. Однако для задач регрессии особую важность имеет масштаб и диапазон существования выходных значений, поскольку на передний план выходят проблемы, связанные с эффектом экстраполяции. 

Как показано в главе 1.5, простейшей из масштабирующих функций, сводящей переменные сети к "приемлемому" диапазону, является минимаксная функция: она находит минимальное и максимальное значение переменной по обучающему множеству и выполняет линейное преобразование так, чтобы значения лежали в нужном диапазоне, как правило, на отрезке [0,1]. Если эти действия применяются только к измерениям обучающей выборки, то есть гарантия, что результаты преобразования попадут в область возможных выходных значений сети. Сеть может быть обучена, но выход сети будет находиться в определенных границах, пересечение которые будет пресекаться. 

Это обстоятельство можно считать достоинством, если бы не проблема экстраполяции: если продолжать кривую вправо по числовой оси, то выход ее за лимитируемые пределы неизбежен, даже если мы еще достаточно близко отошли от диапазона обучающих векторов. Чтобы избежать этого, сужают целевой диапазон минимаксной масштабирующей функции, например, делают его от 0.25 до 0.75, создавая некоторый запас. Интересно заметить, что на среднем участке сигмоидная кривая "почти линейна", поэтому другой путь для учета экстраполяции - использование линейного выходного слоя. 

Задачи регрессии методами нейросетевого моделирования можно решать с помощью сетей различных типов: многослойного персептрона, линейной сети, радиальной базисной функции и обобщенной регрессионной сети. Линейная модель по сути ничем не отличается от обычной линейной регрессии, но на языке нейронных сетей представляется сетью без промежуточных слоев, которая в выходном слое содержит только линейные элементы (то есть элементы с линейной функцией активации). Обучить линейную сеть можно с помощью стандартного алгоритма линейной оптимизации.

В предыдущем разделе было описано, как многослойный персептрон моделирует функцию отклика с помощью функций "сигмоидных склонов". Столь же естественным является подход, основанный на разбиении пространства окружностями или, в общем случае, гиперсферами, которые задаются своим центром и радиусом. Поверхность отклика такого радиального элемента представляет собой гауссову функцию колоколообразной формы, с вершиной в центре и понижением к краям (см. рис. 9.12). Наклон гауссова радиального элемента можно менять подобно тому, как можно менять наклон сигмоидной кривой в персептроне.

Сеть, построенная на радиальных базисных функциях (RBF), имеет промежуточный слой из радиальных элементов, каждый из которых воспроизводит гауссову поверхность отклика. Поскольку эти функции нелинейны, то для моделирования любой произвольной функции отклика нет необходимости использовать более одного промежуточного слоя – достаточно лишь взять оптимальное число радиальных элементов. RBF-сети имеют как  ряд достоинств (компактность, быстрая обучаемость), так и недостатков. Например, с "групповым" представлением пространства модели связано неумение сетей RBF экстраполировать свои выводы за область известных данных: при удалении от обучающего множества значение функции отклика быстро падает до нуля. 

В предыдущем разделе, говоря о задачах классификации, мы упомянули о том, что выходы сети можно интерпретировать как оценки вероятности того, что элемент принадлежит некоторому классу, и сеть, фактически, "учится" оценивать функцию плотности вероятности. Аналогичная интерпретация может иметь место и в задачах регрессии – выход сети рассматривается как ожидаемое значение модели в данной точке пространства входов, связанное с плотностью вероятности совместного распределения входных и выходных данных. 

Задача оценки плотности вероятности имеет давнюю историю в математике и относится к области байесовой статистики. Возможный подход к оценке плотности вероятности основан на ядерных оценках Парзена [Parzen, 1962], связывающих ансамбли близко лежащих точек с некоторым доверием к уровню плотности, которое по мере отдаления убывает и стремится к нулю. В методе ядерных оценок в точке, соответствующей каждому наблюдению, помещается некоторая простая функция (например, гауссова функция), затем все они складываются, и в результате получается оценка для общей плотности вероятности. Если обучающих примеров достаточное количество, то такой метод дает достаточно хорошее приближение к истинной плотности вероятности. 

Аппроксимация плотности вероятности с помощью ядерных функций является методологической основой для вероятностных (PNN) и обобщенно-регрессионных (GRNN) нейронных сетей. В этих сетях в точку расположения каждого обучающего наблюдения помещается гауссова ядерная функция. Окончательная выходная оценка сети получается как взвешенное среднее выходов по всем обучающим наблюдениям, где величины весов отражают расстояние от этих наблюдений до той точки, в которой производится оценивание. Таким образом, более близкие точки вносят больший вклад в оценку. 

Первый промежуточный слой сети GRNN состоит из радиальных элементов, а второй промежуточный слой содержит элементы, которые помогают оценить взвешенное среднее и состоит из двух нейронов. Обобщенно-регрессионная сеть обучается почти мгновенно, но может получиться большой и медленной. Как и сеть RBF, сеть GRNN не обладает способностью эффективно экстраполировать данные.

Результаты расчетов

Моделирование индивидуального веса особи

Выполним синтез различных нейронных сетей для прогнозирования зависимости среднего веса особей семейства хирономид от восьми различных переменных, подробно описанных в разделе 8.1:

1. логарифма индекса плотности населения  ln((Ns*Bs)1/2),  где  Ns  и  Bs – суммарные численность и биомасса;
2. общего числа видов зообентоса в пробе;

3. информационного индекса Шеннона;

4. биотического индекса Вудивисса;

5. олигохетного индекса Пареле;

6. сезонной составляющей, учитывающей дату проведения наблюдения; 

7. класса качества вод по гидрохимическим показателям в точке отбора пробы;

8. типа водоема.

В составе общей таблицы наблюдений, состоящей из 473 измерений, выделим обучающую выборку из 400 объектов, а остальные примеры используем для контроля. Средние значения выходной переменной составили для обучающей и контрольной выборок, соответственно, 1.78 и 3.24 мг, стандартные отклонения –  2.70 и 6.71.

С помощью "интеллектуального генератора" построим 50 нейронных сетей различного типа и архитектуры, из которых отберем наилучшие модели, т.е. имеющие наименьшую ошибку на контрольном множестве. Будем попутно исключать при этом из числа входных переменных признаки, имеющие низкую чувствительность. Основные результаты расчетов представлены в табл. 9.8.

Эти результаты позволяют сделать два достаточно общих вывода:

· еще раз подтверждается тезис "множественности моделей" В.В. Налимова (в частности, исключение из модели от 2 до 4 различных переменных не приводит к серьезному ухудшению их качества);

· результаты свидетельствуют о хороших интерполяционных и плохих экстраполяционных качествах обобщенно-регрессионных сетей, антиподом которых в этом отношении являются линейные сети.

Однако, как основной вывод, следует признать, что между средним весом особей и представленным комплексом переменных существует достаточно слабая статистическая зависимость, которую не удалось существенно улучшить с использованием различных методов нейросетевого моделирования. Например, на обучающей выборке лишь GRNN-модель оказалась чуть лучше (коэффициент корреляции 0.464 против 0.394) обычной линейной регрессионной модели, представленной в таблице 8.1 раздела 8.1.  

Доля общей вариации индивидуального веса, объясненная любой из протестированных сетей табл. 9.8, составляет от  3 до 5%.  В то же время, если на той же выборке в качестве выходной переменной принять, например, индекс Шеннона, то доля объясненной дисперсии даже при моделировании трехслойным персептроном составит от  42.3 % на обучающей выборке до  38.6 % на контрольной последовательности. Коэффициент корреляции Пирсона в тех же условиях изменяется от  0.817  до  0.790 соответственно, что следует оценить как весьма высокий показатель применительно к гидробиологическим моделям.

Таблица 9.8

Результаты прогнозирования среднего веса особи с использованием нейронных

сетей различного типа (в числителе – показатель для обучающей выборки,

в знаменателе – для контрольной последовательности)

Наименование показателей
Трехслойный персептрон
Линейная модель
Радиальные базисные функции RBF
Обобщенно-регрессионная модель GRNN

Характеристики сети: количество элементов входного и скрытого слоев 
Входных – 6

Скрытых – 6
Входных – 4
Входных – 6

Скрытых – 2
Входных – 8

Скрытых – 400

Перечень входных переменных,

исключенных из модели
6 , 8
1, 3, 5, 7
4, 6
-

Средняя абсолютная разность

расчетных и фактических значений 
3.08

4.02
1.49

2.80
1.48

2.80
1.42

2.80

Стандартное отклонение

ошибки сети
2.58

6.51
2.65

6.50
2.62

6.67
2.49

6.59

Отношение стандартного отклонения ошибки сети к стандартному

отклонению отклика
0.955

0.970
0.980

0.968
0.970

0.994
0.922

0.982

Коэффициент корреляции расчетных и фактических значений
0.297

0.328
0.199

0.402
0.242

0.111
0.464

0.264

Анализ связи между гидрохимическими и гидробиологическими показателями

Ранее нами были приведены примеры построения регрессионных моделей по методу "включений с исключениями" Эфроимсона (раздел 8.1) и моделей МГУА на основе алгоритма многорядной селекции (раздел 9.3).  В этих примерах оценивалась взаимосвязь между некоторыми гидрохимическими параметрами качества воды (концентрациями ионов железа, аммонийного азота, минерального фосфора и БПК) и 7 основными гидробиологическими показателями обилия и индексами:  XH  – информационного индекса Шеннона,  XV  – биотического индекса Вудивисса,  XP – олигохетного индекса Пареле,  XСI – хирономидного индекса Балушкиной, числа видов  XS,  логарифмов суммарной численности  XN  и биомассы  XB   зообентоса в пробе.  

Для прогнозирования каждого из указанных гидрохимических показателей в ходе перебора многих вариантов была построена наилучшая нейросетевая модель со следующими параметрами:

· для ионов железа – трехслойный персептрон (MLP-сеть) с  5 элементами промежуточного слоя на основе  5 входных переменных, в состав которых не вошли индекс Шеннона  XH   и число видов  XS;

· для аммонийного азота – RBF-сеть на основе радиально-базисных функций с  6 входными переменными (исключен индекс Пареле  XP) и  9 элементами промежуточного слоя;

· для минерального фосфора – RBF-сеть с  6 входными переменными (исключена биомасса  XB) и  27 элементами промежуточного слоя;

· для БПК – MLP-сеть с  9 элементами промежуточного слоя на основе  6 входных переменных, в состав которых не вошел индекс Вудивисса.
Несмотря на известную теоретическую проблематичность корректного сравнения математических моделей, имеющих разную параметричность, количество степеней свободы и проч. [Брусиловский, Розенберг, 1981; Розенберг, 1989], мы сочли возможным предложить читателю некоторый анализ эффективности моделирования всеми протестированными методами. Как и в другой нашей работе [Розенберг с соавт., 1994], сопоставление моделей-претендентов проведем по системе критериев, представленных в табл. 9.9.

В целом, определенные преимущества в "соревновании" методов прогнозирования оказались на стороне моделей ИНС. Однако даже в ходе перебора более четырехсот версий различных сложных нейросетей, не удалось найти модель для прогноза концентрации аммонийного азота, лучшую, чем простенькое уравнение регрессии. В некоторых случаях с позиций различных критериев эти оценки могут разойтись: например, для прогноза БПК, если принять во внимание коэффициент корреляции, лучшей оказалась модель ИНС, но меньшую среднюю ошибку доставляет уравнение регрессии.

Таблица 9.9

Оценка эффективности различных моделей-претендентов прогнозирования гидрохимических

показателей по совокупности критериев (сокращения: МШР – модель пошаговой регрессии,

МГУА – модели самоорганизации, ИНС – нейросетевые модели)

Химический компонент
Тип

модели
Среднеквадратическая ошибка
Средний модуль ошибки
Максимальный модуль ошибки
Критерий регулярности
Коэффициент корреляции
Критерий Дарбина-Уотсона

Железо
МШР
0.317
0.242
1.09
0.847
0.532
1.83


МГУА
0.322
0.237
1.08
0.840
0.440
2.04


ИНС
0.293
0.205
1.27
0.781
0.628
2.18

Аммонийный азот
МШР
0.230
0.169
1.04
0.908
0.418
1.37


МГУА
0.237
0.177
1.09
0.907
0.364
1.147


ИНС
0.233
0.171
1.11
0.920
0.395
1.22

Минеральный фосфор
МШР
0.0756
0.0575
0.269
0.950
0.312
0.981


МГУА
0.0730
0.0567
0.241
0.932
0.372
1.072


ИНС
0.0665
0.0485
0.234
0.836
0.551
1.33

БПК5
МШР
1.70
1.19
5.96
0.837
0.546
1.11


МГУА
2.00
1.44
5.46
0.969
0.247
0.925


ИНС
1.71
1.28
4.95
0.828
0.561
1.22

Примечание. Жирным шрифтом выделены "наилучшие" с точки зрения эффективности значения критериев.
Резерв повышения надежности моделей прогнозирования гидроэкологических показателей видится нам в объединении отдельных моделей в "коллектив", суммарная эффективность которого практически всегда оказывается значительно выше любого из его членов. Структурные связи в коллективе выбираются таким образом, чтобы положительные свойства той или иной модели (метода) дополняли друг друга, а отрицательные – компенсировались [Растригин, Эренштейн,  1981]. Системы коллективного распознавания и прогнозирования значительно более устойчивы к не вполне объяснимым "провалам", которые свойственны отдельным индивидуальным методам (см., например, модель МГУА для БПК5  в табл. 9.9). Конкретные методы и примеры объединения отдельных прогнозов в работоспособный коллектив были описаны ранее [Брусиловский, Розенберг, 1983; Брусиловский, 1987; Розенберг с соавт., 1994].
9.6.  Обучение без учителя: нейросети Кохонена

Формулировка задачи

Пусть имеется таблица произвольных гидробиологических наблюдений  X  размерностью     m > 1. 

Рассмотренный в предыдущих разделах алгоритм обучения нейронной сети с помощью процедуры обратного распространения подразумевал наличие некоего внешнего классификатора (как правило, человека), предоставляющего сети как входные, так и целевые выходные образы. Алгоритмы, пользующиеся подобной концепцией, называются алгоритмами обучения с учителем.

В то же время вся глава 7 была посвящена задаче кластерного анализа – алгоритмам без учителя – разбиению множества объектов на заданное или неизвестное число классов на основании некоторого априорного математического критерия качества классификации, отражающего в той или иной мере следующие неформальные требования:

· внутри групп объекты должны быть тесно связаны между собой; 

· объекты разных групп должны быть далеки друг от друга; 

· при прочих равных условиях распределение объектов по группам должно быть равномерным. 

Главная черта, делающая привлекательным обучение без учителя, – это его "самостоятельность", а возможная область применения состоит в обнаружении новых явлений. Естественным оказалось проникновение нейросетевых методов и в эту область моделирования.

Рекомендуемая литература: [Кохонен, 1982; Kohonen, 1982; Уоссермен, 1992; Нейронные сети.., 2001]

Математический лист

Самоорганизующиеся карты (Self Organizing Maps – SOM), разработанные Т. Кохоненом [Kohonen, 1982], представляют собой мощный аналитический инструмент, объединяющий в себе две основные парадигмы анализа – кластеризациию и проецирование, т.е. визуализацию многомерных данных на плоскости. Сеть Кохонена распознает кластеры в многомерных обучающих данных и относит все данные к тем или иным кластерам, используя алгоритм проецирования с сохранением топологического подобия. При этом те элементы выборки, которые находятся в относительной близости в исходном многомерном пространстве, оказываются рядом и в пространстве с более низкой размерностью. 

Разумеется, при любой попытке свернуть информацию об объекте из  m-мерного пространства в точку на плоскости могут быть потеряны некоторые детали, однако, такой прием часто бывает полезен, так как он позволяет визуализировать данные, которые никаким иным способом проанализировать невозможно.  Если, например, сеть встретится с набором данных, не похожим ни на один из известных образцов, то она не сможет классифицировать такое наблюдение и тем самым выявит его новизну. 

Сеть Кохонена имеет всего два слоя: входной и выходной, составленный из радиальных  нейронов упорядоченной структуры (выходной слой называют также слоем топологической карты). Нейроны выходного слоя располагаются в узлах двумерной сетки с прямоугольными или шестиугольными ячейками. Количество нейронов в сетке определяет степень детализации результата работы алгоритма, и, в конечном счете, от этого зависит точность обобщающей способности карты.

Процесс обучения, как и в случае обучения с учителем, заключается в подстраивании весов синапсов методом последовательных приближений на основании их значений от предыдущей итерации. Обучение по алгоритму Кохонена сводится к минимизации разницы между входными сигналами нейрона, поступающими с выходов нейронов предыдущего слоя  yi(n‑1),  и весовыми коэффициентами его синапсов:
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где  t  обозначает номер эпохи (итерации).

Полный алгоритм обучения будет выглядеть так.

1. На стадии инициализации всем весовым коэффициентам присваиваются небольшие случайные значения.

2. На входы сети подается входной образ, и сигналы возбуждения распространяются в выходном слое согласно принципам классических прямопоточных сетей, то есть для каждого нейрона рассчитывается взвешенная сумма его входов, к которой затем применяется активационная (передаточная) функция нейрона, в результате чего получается его выходное значение  yi(n),  i=0,...,Mi -1,  где  Mi – число нейронов в слое  i;  n=0,...,N - 1,  а  N – число слоев в сети.

3. Из всего выходного слоя выбирается нейрон, значения синапсов которого максимально походят входному образу, и для него осуществляется подстройка весов синапсов с применением формулы (9.23). Эта, так называемая, аккредитация может сопровождаться "затормаживанием" всех остальных нейронов слоя и введением выбранного нейрона в насыщение. Иными словами, в ходе обучения модифицируется не только нейрон-"победитель", но, в меньшей степени, и его соседи.

4. Цикл повторяется с шага 2, где попеременно предъявляются все образы из входного набора пока выходные значения сети не будут стабилизированы с заданной точностью. 

Оценка выигравшего нейрона на шаге 3 может осуществляться с использованием любого алгоритма  k-ближайших соседей (например, путем расчета скалярных произведений векторов весовых коэффициентов с вектором входных значений и максимальное произведение будет указывать на выигравший нейрон).

В результате итеративной процедуры обучения сеть организуется таким образом, что каждому входному измерению, заданному в  m-мерном пространстве исходных признаков, будет соответствовать ячейка-"победитель" на двумерной решетке топологического слоя сети.   Для визуализации структуры кластеров, полученных в результате обучения карты, применяется унифицированная матрица расстояний. Элементы матрицы определяют расстояние между весовыми коэффициентами каждого нейрона и его ближайшими соседями. Большое значение расстояния говорит о том, что данный нейрон сильно отличается от окружающих и относится к другому классу.

Основная трудность применения сетей Кохонена, как и в случае факторного анализа, заключается в смысловой интерпретации топологической карты и увязывании ее отдельных участков с некоторыми конкретными обобщениями из предметной области.

Результаты расчетов

Сформируем выборку из 88 наблюдений, выполненных на 15 станциях р. Сок. В качестве конкретных признаков, описывающих эти измерения, используем показатели обилия по 6 основным таксономическим группам хирономид (отдельно по подсемействам Orthocladiinae, Tanypodinae, Diamesinae, Prodiamesinae и трибам Chironomini и Tanytarsini), а также индексы Шеннона, Вудивисса и Пареле.

Выполним обучение самоорганизующейся сети с выходным топологическим слоем 10х10 ячеек и представим на рис. 9.13  серию карт Кохонена для рассматриваемого примера. Каждая карта представляет собой отображение выходного слоя нейронов, расположенных в узлах двумерной координатной сетки с прямоугольными или шестиугольными ячейками (шестиугольники дают более корректные результаты, т.к. расстояние между центрами ячеек ближе к евклидову, чем между центрами прямоугольников). Для визуализации карт будем применять градации серого цвета, т.е. чем больше значение отображаемого показателя, тем темнее прорисовывается связанный с ним узел. Полученный набор раскрасок может использоваться для анализа закономерностей, имеющихся между компонентами набора данных. 

Представленные на рис. 9.13 карты Кохонена могут быть интерпретированы следующим образом.

1. Карта а) описывает унифицированную матрицу расстояний между каждым нейроном и его ближайшими соседями. Узлам, резко контрастирующим со своей окрестностью, соответствует черный цвет, а участкам, носящих характер "сглаженного плато", – белый. Группу ячеек, расстояние между которыми внутри этой группы меньше, чем расстояние до соседних групп, определим как кластер. В качестве примера используем разбиение топологической карты на  5 кластеров.
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Карта  а).  Области кластеров
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Карта б). Частоты выигрышей
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Карта в).  По станциям
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Карта г). Индекс Вудивисса
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Карта д).  Обилие  Prodiamesinae
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Карта е).  Обилие  Tanypodinae

Рис. 9.13.  Топологические карты Кохонена для комплекса наблюдений,

сделанных на р. Сок

2. С каждым произвольным измерением обучающей или контрольной выборок связывается "нейрон-победитель", т.е. нейрон выходного слоя, имеющий максимальную близость в смысле некоторой функции расстояния.  На карте б) представлена матрица частот выигрышей, которая показывает, сколько раз каждый элемент выиграл (т.е. оказывался ближайшим к обрабатываемому наблюдению) после тестирования всех 88 примеров обучающей выборки. Если узел выигрывал два раза, то он окрашен в черный цвет. Ввиду того, что количество измерений меньше числа элементов решетки сети, то некоторые узлы оказались незадействованными и окрашены в белый цвет. Большие значения частот выигрышей традиционно указывают на центры кластеров топологической карты.

3. Можно выбрать любую переменную исходной таблицы и отобразить ее в виде карты. Эти карты представляют собой проекции матрицы расстояний на соответствующую компоненту (признак в таблице  X).  На карте в) более темным цветом окрашены узлы, связанные с наблюдениями на станциях, расположенных ближе к устью. Можно отчетливо увидеть, что измерения, сделанные в верховьях, попали в кластеры 3 и 5, в то время, как станции, расположенные ниже по течению, сконцентрировались в кластерах 1 и 4.

4. Темным цветом на карте г) представлены измерения с наибольшим значением индекса Вудивисса. Хотя распределение этого показателя существенно размыто, определенное его превышение можно усмотреть в кластерах 4 и 5. 

5. На картах д) и е) можно ясно оценить как изменяется видовой состав индикаторной части хирономидного комплекса: если в кластере 3, который мы связываем с верхним течением, сравнительно велико обилие реофильных представителей подсемейства Prodiamesina, то для 4-го кластера, где больше устьевых измерений, отчетливо увеличивается удельный вес пелофильных видов подсемейства Tanypodinae.

Рис. 9.12. Вид функции радиального элемента 





S – элементы





A – элементы





R – элементы











�   Один из принципов системологии – принцип осуществимости моделирования сложных систем Б.С. Флейшмана [1982] делает невозможной процедуру полного перебора для большинства реальных экосистем. Но если понимать под «системой» совокупность только тех элементов и связей, которые необходимы для решения конкретной задачи (для достижения определенной цели), то процедура перебора может быть вполне реализуемой.
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